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回顾：数据库历史

• 第一讲沿数据库发展史，梳理了从层次与网状模型、关系模型，到大数据与NoSQL的发展脉络

• 2010 年代：面向分析的数据仓库，与面向海量原始数据的数据湖，两套体系并行发展

层次 / 网状 关系模型 大数据 / NoSQL 仓 + 湖并立

当数据规模、数据类型与 AI 能力同时跃迁，数据系统的形态与边界正被重新定义。



2010 年代的格局：仓与湖的并存与割裂

数据仓库 Data Warehouse

✓ 结构化数据 · 强 Schema · ACID 事务

✓ BI 查询快、治理完善

✕ 体系封闭、扩展昂贵

✕ 存不下日志 / 图片 / 视频

数据湖 Data Lake

✓ 任意格式 · 廉价对象存储

✓ 可存日志 / 图片 / 视频

✕ 缺事务、缺 Schema 约束

✕ 治理缺失，易成「数据沼泽」

两套体系各有优势，也各有死穴，难以互相替代——这正是后续一切整合的起点。



2020 年代的两股力量

数据侧

规模持续增长，并从结构化为主，转向文本

、图像、音频、视频等非结构化数据

AI 侧

深度学习与大语言模型走向成熟，模型既消

费数据，也开始反过来增强数据系统本身

数据系统的新形态

从【存储与查询】走向

【为 AI 服务、由 AI 增强】

这两股力量，定义了本讲的两条主线。



主线：Data4AI × AI4Data

数据系统

Data4AI 数据服务于 AI

湖仓一体 · 向量数据库 · 多模态

AI4Data AI 增强数据系统

学习式组件 · 语义算子 · 自然语言分析（NL2SQL）



课程提纲

一 数据平台的整合：湖仓一体 Lakehouse

二 数据服务于AI：向量、多模态与 Agent 记忆 Data4AI

三 AI增强数据系统：学习式组件、语义算子与自然语言分析 AI4Data

四 语义层与本体：连接数据与语义
Data4AI

AI4Data

五 国内数据系统的繁荣发展 China



第一部分

数据平台的整合：湖仓一体



数仓基础（一）：列式存储

分析查询常只涉及少数几列，例如 SELECT AVG(年龄) FROM 学生 —— 如何只读这一列？

行存储（OLTP）：一行挨着一行存

学号 姓名 年龄 成绩

· · · ·

· · · ·

读「年龄」却扫了整行 → 浪费 3/4

列存储（OLAP）：一列挨着一列存

学号 姓名 年龄 成绩

只读「年龄」一列 → 快且压缩率高



数仓基础（二）：存算分离

传统：存储与计算耦合

计算
＋

存储

计算
＋

存储

一个节点既算又存；扩容必须整机一起加，资源被绑死。

云原生：存储与计算分离

计算集群 计算集群 计算集群

共享对象存储（如 S3）

各集群按需伸缩，共享一份数据

计算与存储各自独立伸缩——按需弹性、多集群共享一份数据，这是云数仓的商业模式基础。



Snowflake：云原生数据仓库

• 2012 年创立，把存算分离做成产品

• 三层架构：存储以列式存于对象存储；计算为多个独立「

虚拟仓库」并行；服务层管元数据、优化、事务与权限

• 按用量计费，几秒扩缩容；数据与计算解耦，互不抢资源

• 2020 年完成史上最大软件 IPO

服务层 Cloud Services

元数据 · 优化 · 事务 · 权限

计算层 虚拟仓库 × N

多个独立计算集群并行

存储层 对象存储（列式）

一份数据，统一存放

Snowflake 把云的弹性 封装成开箱即用的数仓产品。



现代数据栈：从 ETL 到 ELT

传统 ETL：先转换，再入库

数据源 库外转换 数据仓库

现代 ELT：先入库，库内转换

数据源 数据仓库 库内转换

廉价云存储与算力让「先加载、后转换」更划算；dbt 用 SQL 做转换并引入版本管理、测试与血缘

数仓成为数据栈的中心枢纽，转换逻辑回到数据库内部。



数据湖与「数据沼泽」

• 用廉价对象存储，原样存下一切数据

• 读时定义 Schema（schema-on-read），灵活、便宜

• 但缺事务、缺约束、缺治理：文件随意写入、格式混乱

；无 ACID，并发写易损坏

• 时间一长——找不到、信不过

parquet

json
csv

log
jpg mp4

txt mp3

混杂、无序、无治理 → 数据沼泽

湖足够开放、便宜，却缺少数仓那种可靠与治理。



数据仓库 vs 数据湖：根本权衡

维度 数据仓库 数据湖

数据类型 结构化为主 任意格式

事务 强（ACID） 弱 / 缺失

治理 完善 薄弱

成本 高 低

开放性 较封闭 开放

核心权衡：可靠治理 与 开放灵活。能否兼得？这正是湖仓一体要回答的问题。



湖仓一体：开放表格式带来 ACID

• 思路（Databricks 2020）：不另建数仓，而是在湖的

文件之上加一层

• 元数据 + 事务日志，直接给对象存储里的 Parquet 文

件带来：

– ACID 事务、Schema 约束与演进

– 时间旅行（按版本回溯）

– 一份数据，多个引擎共享读写

可靠的「表」抽象

事务日志 / 元数据层

对象存储：Parquet 数据文件

part-0 part-1 part-2 part-3

湖的成本与开放 + 仓的事务与治理。



开放表格式：Delta / Iceberg / Hudi

Delta Lake

Databricks

与 Spark 深度集成；湖仓概念的

载体

Apache Iceberg

Netflix 起源

设计中立、生态广，渐成事实标准

Apache Hudi

Uber 起源

擅长增量更新与近实时写入

在 Parquet 之上用日志 / 元数据提供 ACID、时间旅行与 Schema 演进；Iceberg 正成为开放标准。



湖仓体系结构：一份数据，多个引擎

BI · 机器学习 · AI 应用

查询引擎 Spark / Trino / DuckDB / Snowflake

目录 / 元数据治理 Catalog

开放表格式 Delta / Iceberg / Hudi

对象存储 S3 / OSS / GCS（列式 Parquet）

存储与表格式开放且共享，上层多引擎按需接入，无需为每个负载复制数据。



路线之争：从两端走向湖仓

Databricks：由「湖」向上

• 起家于数据湖与 Spark

• 以 Delta + Photon 补上数仓能力

• 主张「Lakehouse」一体平台

Snowflake：由「仓」向下

• 起家于云数据仓库

• 以 Iceberg 支持开放湖存储

• 以 Snowpark 承接数据科学

湖仓

殊途同归：自湖向上 与 自仓向下，在湖仓处相遇。



Google BigQuery：无服务器分析

• 源自 Google 内部 Dremel（2010），天生存算分离

• 存储 Colossus + 计算 Dremel，列式格式 Capacitor

• 无服务器：用户不管集群，按扫描量计费

• 以 BigLake / Iceberg 接入开放湖存储

查询：纯 SQL，无需运维

计算 Dremel（弹性 slot）

存储 Colossus（Capacitor 列式）

把内部 Dremel 产品化，无服务器重新定义了云上分析的使用方式。



Microsoft Fabric：统一与 OneLake

• 一体化 SaaS 分析平台，整合数仓、湖、BI、实时与 AI

• OneLake：全租户唯一逻辑数据湖，数据界的 OneDrive

• 所有引擎统一读写开放 Delta 格式

• Shortcuts：虚拟挂载外部数据，不搬运即可访问

OneLake（Delta）

数仓 BI

实时 AI

押注单一开放存储层（Delta），让所有负载共享一份数据。



目录标准化：控制权的新焦点

• 表格式开放后，目录（Catalog）——管理元数据、权限与治理——成了新的控制点

• 2024 年 Databricks 收购 Iceberg 缔造者 Tabular，争夺标准话语权

Unity Catalog（Databricks）

统一治理与血缘，已开源

Polaris（Snowflake）

Iceberg REST 开放目录

竞争焦点从「表格式」上移到「目录」——即治理与访问控制。



再审视：DuckDB 与单机分析

• DuckDB：进程内分析型数据库，「分析界的 SQLite」

• 列式 + 向量化执行，嵌入单进程，无需服务

• 可直接查询 Parquet / Iceberg 文件

• 反思「分析必须上集群」的假设：现代单机已有 TB 级内

存、数十核，多数数据集本地即可高效分析

单机 DuckDB

湖中的 Parquet / Iceberg

并非一切都需分布式——本地引擎 + 开放湖格式 = 轻量分析的新选择。



第一部分小结：平台的整合

• 两块基石：列式存储与存算分离，支撑了云数仓与现代数据栈

• 数据湖开放廉价，却因缺事务与治理而易成沼泽

• 湖仓一体：开放表格式（Delta / Iceberg / Hudi）为湖带来 ACID 与治理

• 厂商自两端汇聚于湖仓，竞争上移到目录与治理；DuckDB 让单机分析回归

平台统一之后，如何让数据直接服务于 AI？——进入第二部分 Data4AI。



第二部分

面向 AI 的数据：Data4AI



为什么 AI 需要新的数据基础

• 传统数据库擅长精确匹配：WHERE name = '张三'、按主键 JOIN

• 但 AI 与非结构化数据需要的是语义相似：找「意思相近」，而非完全相等

• 关键手段：把数据表示成向量（embedding），用「距离」度量相似度

• 由此催生向量检索、向量数据库、多模态引擎等新基础设施

从「精确匹配」到「语义相似」，是 Data4AI 的第一性转变。



嵌入：把万物映射成向量

文本、图像、音频皆可经嵌入模型映射到同一向量空间——语义相近则距离近

猫

狗

汽车

嵌入
模型

向量空间（语义相近 → 距离近）

猫

狗

汽车

向量是 AI 理解世界的「通用语言」——文本、图像、音频皆可嵌入同一空间。



向量检索与近似最近邻（ANN）

• 检索 = 找与查询向量最近的 K 个

• 暴力扫描 O(N·d)，亿级数据不可行

• 近似最近邻 ANN：用图或聚类索引，亚线性时间、精度

可控

– HNSW：分层小世界图，逐层逼近

– IVF：聚类分桶，只搜邻近桶

– DiskANN：面向 SSD 的大规模图索引

HNSW：在图上跳转逼近

● 查询命中

ANN 用「少量精度」换「巨大速度」——向量检索可扩展的关键。



向量数据库：从插件到专用系统

• 路线一：给现有数据库加向量

• pgvector：PostgreSQL 扩展

• 复用事务、SQL 与现有运维

• ClickHouse / ES / Mongo 也内置向量

• 路线二：专用向量数据库

• Milvus / Pinecone / Weaviate / Qdrant

• 深度优化索引、分片、过滤

• 擅长超大规模与混合检索

趋势：向量正从「专用系统」走向「数据库的标配能力」。



RAG：检索增强生成

大模型知识有限且可能「幻觉」；RAG 让它「开卷答题」。

问题 嵌入 向量检索 取回片段 拼入提示 模型作答

向量数据库

RAG 把「检索」接到「生成」之前——向量数据库成为 LLM 的外部记忆。



RAG 的工程问题：细节决定效果

• 切分（Chunking）：片段粒度影响召回与上下文质量

• 混合检索：向量（语义）+ 关键词 BM25（精确）互补

• 重排序（Rerank）：用更强模型对候选片段精排

• 评估：召回率、忠实度（faithfulness）、是否引用正确来源

RAG 看似简单，工程细节决定成败——这是数据系统的新战场。



多模态数据：以非结构化为主

• AI 数据以图像、视频、音频、文档为主；传统数仓不擅长存取与批处理大对象

典型处理流程

原始文件（图/视频） 解码 / 切片 特征 / 嵌入 GPU 训练 / 推理

需要「既能存大对象、又能高吞吐喂给 GPU」的新引擎。



多模态数据引擎：Lance / Daft / Ray

Lance

面向 AI 的列式格式

支持向量 + 快速随机访问，替代

Parquet 用于多模态

Daft

多模态 DataFrame

惰性执行，原生处理图像 / 张量

/ URL

Ray Data

分布式数据加载

流式预处理并喂给 GPU 训练，吞

吐优先

把「数据工程」为 AI 训练 / 推理重做一遍——吞吐与多模态是核心。



GPU 数据库与加速

• 思路：把列式 + 向量化执行搬上 GPU，利用海量并行

• RAPIDS（cuDF）：GPU 上的 DataFrame 与 SQL

• 擅长大规模扫描、聚合、连接与向量运算

• 与 AI 负载天然同构——数据与模型同在 GPU 上

GPU

数据处理 cuDF

模型训练 / 推理

当数据与模型都在 GPU 上，「搬数据」的成本被重新计算。



Agent 时代的数据需求

• Agent = 大模型 + 工具 + 记忆 + 多步推理

• 上下文窗口有限且昂贵，无法装下全部历史与知识

• 因此 Agent 需要一个数据后端：读写状态、检索历史、管理多轮会话

Agent 不只是「调用模型」，它需要一个可靠的数据后端。



Agent Memory：记忆即数据问题

上下文窗口

短期记忆：当前对话，容量有限 记忆
管理器

长期记忆

历史 / 知识，存向量库，按需检索

换页（paging）：把不活跃记忆移出窗口，需要时再调回

把操作系统的「分页」用于 LLM 上下文（如 MemGPT）——记忆即数据问题。



面向 Agent 的 OLTP：弹性与分支

• Agent 会大量、并发地创建会话与状态

• 新需求：瞬时创建实例、按分支隔离、用完即弃

• Neon：Serverless PostgreSQL，存算分离 + 分支（

branching）

• 每个 Agent / 任务一个轻量数据库分支

主库（存储分离）

分支 · Agent A

分支 · Agent B

分支 · 任务 C

OLTP 也在为 Agent 改造——弹性、分支、瞬时是关键词。



工业界图景：整个数据栈全面拥抱AI

Databricks

数据平台

Mosaic AI、向量检索、

Lance 多模态格式

Snowflake

数据平台

Cortex：内置 LLM、嵌入

与向量检索

Pinecone / Zilliz …

向量厂商

专用向量数据库与混合检索

（Weaviate / Qdrant）

AWS / Azure / GCP

云厂商

各自内置向量类型与 RAG 

托管服务



第二部分小结：数据服务于 AI

• 核心转变：精确匹配 → 语义相似，向量成为通用表示

• 关键设施：嵌入 + ANN + 向量数据库 + RAG

• 多模态引擎与 GPU 让数据高吞吐喂给模型

• Agent 带来记忆与瞬时 OLTP 的新需求

数据已能服务 AI；反过来，AI 又如何增强数据系统？→ 第三部分。



第三部分

AI 进入数据系统：AI4Data



AI4Data：让 AI 反过来增强数据系统

• 第二部分：数据服务于 AI；本部分：AI 反哺数据系统本身

• 数据库长期依赖人工设计的启发式：索引、代价模型、调参

• AI 的介入分三个层面：

– 内核——用模型替代启发式组件

– 查询语言——把 AI 能力写进 SQL

– 访问入口——用自然语言取代查询编写

AI4Data 的目标：让系统自我优化、表达更强、更易使用。



AI 进入数据系统的三个层面

访问入口 — 用户怎么提问

自然语言分析 · ChatBI · Data Agent · MCP

查询语言 — 怎么表达计算

库内机器学习 · 语义算子 · AISQL 函数

系统内核 — 系统怎么执行

学习式索引 · 学习式优化器 · 自动调参

自上而下越来越「靠近用户」，自下而上越来越「靠近硬件」——三层都在被 AI 改写



内核：学习式系统（Learned Systems）

• 洞见：数据库里的很多组件，本质都是在做预测

• 索引预测「键在哪个位置」，优化器预测「哪个计划更快」

• 传统用通用数据结构与启发式，不感知具体数据分布

• 学习式思路：用机器学习模型拟合真实工作负载，做更准的预测

• 代表方向：学习式索引、学习式优化器、自动调参

把「为所有数据设计」变成「为你的数据学习」。



学习式索引（Kraska, 2018）

• B-Tree 本质是从「键」到「位置」的函数

• 若数据有序，键的累积分布（CDF）就能直接预测位置

• 用一个小模型拟合 CDF，替代多层指针跳转

• 收益：更小体积、更快查找 代价：更新需重训练 / 修正

位置

键（已排序

）

模型拟合 CDF

「索引也是模型」——学习式系统的开山之作，开启 AI4DB 研究浪潮。



学习式查询优化器：Neo / Bao

• 优化器要在海量执行计划中选最快的一个，依赖代价估计

• 传统代价模型常因基数估计不准而选错计划

• Neo：用深度学习端到端学习计划的执行时间

• Bao：不取代优化器，而是给它「提示（hint）」，用强化学习边跑边学

• 从执行反馈中持续改进，适应数据漂移

让优化器从「靠假设」转向「靠数据与反馈学习」。



查询语言：库内机器学习

• 传统流程：把数据导出到外部再训练 / 推理

• 搬运慢、易失同步、增加治理负担

• 库内 ML：把训练 / 推理下推到数据所在地

• BigQuery ML：用 SQL 直接 CREATE MODEL

• Snowflake / Redshift 亦提供库内 ML

BigQuery ML：一句 SQL 训练模型

CREATE MODEL my.churn

OPTIONS(model_type='logistic_reg') 

AS SELECT * FROM customers;

SELECT * FROM

ML.PREDICT(MODEL my.churn, …);

「把计算搬向数据」——让数据库直接会建模。



语义算子：把 LLM 变成关系算子

• 传统算子只能做精确逻辑：=、>、AND / OR

• 语义算子：用 LLM 做「理解性」的筛选、连接、聚合

• LOTUS：DataFrame 上的 sem_filter / sem_join

• 用自然语言写谓词，由 LLM 逐行判断

• 系统负责批处理、缓存与优化

LOTUS：语义筛选 / 连接 / 聚合

df.sem_filter(

"{review} 表达了负面情绪"

)

# 语义连接 / 聚合同理

df.sem_join(…)

df.sem_agg(…)

把「读懂内容」变成可声明的算子——关系代数 × 大模型。



AISQL：把大模型当作 SQL 函数

• 把 LLM 调用封装成内建函数，在 SQL 中直接调用

• Databricks：ai_query()

• Snowflake Cortex：AISQL

• BigQuery：AI.GENERATE

• 对整张表做分类、摘要、抽取，批量并行

对一整列做情感分类

SELECT id,

AI_COMPLETE(

'classify sentiment', review

) AS label

FROM reviews;

LLM 成为「一等公民的 SQL 函数」——分析与生成在同一查询里完成。



访问入口：自然语言分析（NL2SQL）

• 目标：用自然语言提问，由系统生成 SQL 并返回结果（ChatBI）

• 难点：表结构复杂、口径歧义、生成的 SQL 可能出错

• 关键不在模型本身，而在喂给模型的上下文：schema、指标定义、示例

• 这正是语义层的价值（→ 第四部分）

自然语言降低门槛，但准确性取决于语义上下文，而非模型大小。



Data Agent 与 MCP：让 Agent 操作数据

• 从「一次问答」走向多步自治分析：探查、生成、纠错、迭代

• MCP（Model Context Protocol）：模型与数据 / 工具间的开放协议；数据库厂商纷纷提供 MCP 

Server

Data Agent（LLM） MCP 协议 数据库 / 数据平台

MCP 正在成为「Agent 访问数据的通用接口」。



工业界图景：AI 嵌入数据系统

内核

PostgreSQL / 云数仓

自动索引推荐、自适应优化

与调参

查询语言

Snowflake / 
Databricks

AISQL、AI Functions、库

内 ML

查询语言

BigQuery

BigQuery ML、

AI.GENERATE 系列函数

访问入口

各 BI 与数据平台

NL2SQL、ChatBI、Data 

Agent 与 MCP



第三部分小结：AI 增强数据系统

• 内核：学习式索引与优化器，用模型替代启发式

• 查询语言：库内 ML、语义算子、AISQL，把 AI 写进 SQL

• 底座：可组合数据系统让组件标准化、可复用

• 访问入口：NL2SQL、ChatBI、Data Agent，自然语言成为新接口



第四部分

语义层与本体：连接数据与语义



问题：数据有了，语义在哪里

• 同一个「销售额」，财务、市场、运营口径常常各不相同

• 数据库只存「表与列」，不记录这些列的业务含义

• 于是 BI 报表口径打架，AI 生成的 SQL 也无从对齐

• 第三部分留下的问题：NL2SQL 的准确性，取决于喂给模型的语义上下文

缺的不是数据，而是一层被人和 AI 共享的「语义」。



语义层：统一定义指标与维度

在物理表之上加一层「可复用的业务定义」——一处定义，处处一致。

BI 报表 Excel / 看板 AI / NL2SQL

语义层（指标、维度、口径的统一定义）

销售额 = SUM(amount) · 活跃用户 = … · 维度：时间 / 地区 / 渠道

物理表 / 数仓 / 湖仓（orders, users, …）

一次定义、多端复用——让人与 AI 说同一种「业务语言」。



语义层工具格局

dbt Semantic Layer

与 dbt 建模一体

在转换层定义指标，下游统

一调用 MetricFlow

LookML（Looker）

BI 内建语义层

Google 体系，用代码定义

指标与探索

Cube

开源语义层

面向 API / 嵌入式分析，独

立于 BI

AtScale / Malloy

通用语义引擎

对接多种 BI，强调一致口径

路线各异，目标一致：让指标定义可治理、可复用、可被 AI 读取。



知识图谱与本体（Ontology）

• 语义层多为「指标表格」；现实还充满实体与关系

• 知识图谱：用「实体—关系—实体」三元组刻画世界

• 本体（Ontology）：定义有哪些类型、属性与关系约束

• 让机器不仅「存数据」，还能做关系推理

客户

订单

产品

供应商

本体是「机器可理解的业务世界模型」——语义的更强形态。



GraphRAG：用知识图谱增强检索

• 普通 RAG 按片段相似度检索，难答「跨多跳关系」的问题

• GraphRAG：先把文档抽成知识图谱，再沿关系检索；能做多跳推理与全局归纳

普通 RAG：相似片段

按向量相似度取回离散片段，缺关系

GraphRAG：沿关系多跳

结构化语义 + 向量检索，互为补充



Palantir：以本体为核心的范式

• Foundry：把分散数据整合为统一的本体

• 本体不只是数据，还绑定对象、属性与可执行动作

• 决策与操作回写到本体，形成闭环

• AIP：让 LLM / Agent 在本体之上安全地分析与行动

AIP：AI / Agent 在本体上行动

本体 Ontology：对象 + 关系 + 动作

Foundry：整合后的数据



第四部分小结：语义是 AI 的地基

• 语义层：统一指标与维度，让人与 AI 口径一致

• 知识图谱与本体：刻画实体关系，支持推理

• GraphRAG：结构化语义增强检索，补足向量 RAG

• Palantir：以本体为中枢，连接数据、AI 与行动



第五部分

国内数据系统发展



国内数据系统

两股力量

• 自主可控：关键系统国产化，从「能用」走向「好用」

• 超大规模业务：电商、支付、社交催生世界级的高并发场景

技术路线

• 云原生 + 实时数仓 + 湖仓一体 + 数智融合



分布式与 HTAP 数据库

面向交易与在线业务，强调弹性扩展、高可用与事务一致性。

OceanBase

蚂蚁 / 海量交易

原生分布式，TPC-C 纪录，

强一致 HTAP

TiDB

PingCAP / 开源

MySQL 兼容，行存 + 

TiFlash 列存一体

PolarDB

阿里云

云原生存算分离，一写多读

弹性扩展

GaussDB

华为

企业级分布式，软硬协同，

金融级可靠

在金融与互联网核心系统上，国产分布式数据库已大规模落地。



实时分析（OLAP）数据库

• 场景：实时数仓、即席分析、用户画像

• StarRocks：MPP 架构，向量化执行，亚秒级多表

JOIN

• Apache Doris：易用的实时数仓，高并发点查 + 分析

• 共同方向：湖仓融合、极速、易运维

MPP：并行扫描 + 向量化

节点 节点

节点 节点

汇总结果（亚秒级）

StarRocks 与 Doris 让实时分析又快又省心，在国内广泛使用。



向量数据库与 AI 基础设施

• Milvus：国内开源、全球领先的向量数据库

• 由 Zilliz 主导，已成 LF AI & Data 顶级项目

• 支持十亿级向量、多种 ANN 索引与混合检索

• 是大量 RAG 与多模态应用的检索底座

• OLAP / 湖仓系统也在快速集成向量能力

Milvus / Zilliz

十亿级向量检索

RAG / 多模态底座

在向量检索这一 AI 关键基础设施上，国内项目处于全球第一梯队。



国内在 Data + AI 上的特点

• 场景驱动：从超大规模业务倒逼出工程与性能优势

• 开源活跃：TiDB、StarRocks、Doris、Milvus 等深度参与全球开源

• 云厂商主导：阿里、华为、腾讯把数据库与云深度绑定

• 快速跟进 AI：湖仓、向量、库内 AI 与国际几乎同步

从「跟跑」到部分「并跑乃至领跑」——这是国内数据系统的现状。



全讲总结：Data + AI 的双向驱动

数据系统

Data4AI 数据服务于 AI

湖仓一体 · 向量检索 · 多模态 · Agent 记忆

AI4Data AI 增强数据系统

学习式组件 · 语义算子 · 自然语言分析 · 语义层与本体
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